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Resumen. Se presenta una visión general de técnicas avanzadas para la resolución de gran-
des sistemas de ecuaciones lineales con matriz hueca (sparse). En primer lugar se introducen
diferentes algoritmos de reordenación orientados a mejorar el efecto del precondicionamien-
to de un sistema. Seguidamente, se define el concepto de precondicionamiento y se formulan
algunos de los precondicionadores más usados en la actualidad, destacando los desarrollados
recientemente basándose en la inversa aproximada de una matriz. Por otro lado, se conside-
ran algunos métodos iterativos basados en los subespacios de Krylov para la resolución de
sistemas de ecuaciones lineales. Para el caso simétrico se propone el Gradiente Conjugado,
mientras que para el no simétrico, existen varias alternativas que se pueden clasificar en tres
grandes familias de métodos, los de ortogonalización, los de biortogonalización y los basados
en la Ecuación Normal. Esta estrategia de resolución (RPK), que combina las tres técnicas
anteriores, parece la más eficiente desde el punto de vista computacional como muestran los
experimentos numéricos aquí presentados.
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1. INTRODUCCIÓN

Se plantea la resolución de un sistema de ecuaciones de la forma,

Ax = b (1)

siendo A sparse, de orden elevado y no singular. La primera cuestión a plantear es si convie-
ne una resolución mediante un método directo o uno iterativo. La principal desventaja de los
directos frente a los iterativos es que los errores de redondeo se acumulan durante el proceso,
además de requerir mayor espacio de memoria debido al efecto fill-in. Por otro lado, en procesos
evolutivos donde se tienen que resolver diversos sistemas del mismo tipo, los métodos iterati-
vos pueden aprovechar, como aproximación inicial, la solución obtenida en el paso de tiempo
anterior. Todo ello hace que actualmente, en general, se opte por la resolución iterativa.

Las técnicas de reordenación, que se aplicaban fundamentalmente en la resolución de siste-
mas por métodos directos y que están basadas en la teoría de grafos, proporcionan matrices con
ancho de banda o perfil menor, lo que reduce, en la resolución por métodos directos, el coste
de almacenamiento en la factorización y, en cambio, son utilizadas en los métodos iterativos
para mejorar el efecto del precondicionamiento (distintas formas de reordenación para diversos
métodos de Krylov pueden verse en [2, 5, 9, 10, 23, 24, 25, 26])

Por otro lado, las técnicas de precondicionamiento mejoran sensiblemente la convergencia
de los métodos iterativos. Además de presentar las distintas formas de precondicionamiento,
por la izquierda, por la derecha y por ambos lados, se estudian algunos tipos de precondicio-
nadores, Diagonal, el SSOR, el ILUT, un caso particular de éste, el ILU(0), y, por último, el
de la Inversa Aproximada sparse y el de estructura Diagonal, denominada precondicionador
Diagonal Óptimo. Otros tipos de precondicionadores han sido propuestos en los últimos años
(ver por ejemplo [7, 29, 39]).

El tercer lugar se estudian las tres grandes familias de métodos de Krylov (ver [28, 30]):
métodos de ortogonalización, los de biortogonalización y los basados en la ecuación normal.

Para el caso particular de sistemas simétricos se estudia el método del Gradiente Conjugado
[18], basado en el método de ortogonalización de Lanczos [22], que es una simplificación del
algoritmo de Arnoldi para sistemas simétricos.

Dentro de los métodos de ortogonalización orientados a sistemas no simétricos, que utilizan
para su implementación el algoritmo de ortogonalización de Arnoldi [1], se estudia el GMRES
(Generalized Minimum Residual Method) [33]. (Distintas versiones de este algoritmo pueden
verse en [16, 20, 21, 31, 37]).

De entre los métodos basados en el algoritmo de biortogonalización de Lanczos se estudian
los métodos Bi-CGSTAB (Biconjugate Gradient Stabilized) [36] y QMRCGSTAB [6].

Por último, de los basados en la Ecuación Normal, presentamos el LSQR (Least-square QR)
[32].

2. RENUMERACIÓN

Las técnicas de reordenación, que se aplican fundamentalmente en la resolución de sistemas
de ecuaciones lineales por métodos directos, están basadas en la teoría de grafos y proporcionan
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una nueva matriz con un ancho de banda o pérfil menor, reduciendo el coste de almacenamiento
y donde el efecto de relleno que se produce en la factorización queda disminuido. El objetivo
que se persigue al aplicar estas técnicas a los algoritmos que hemos estudiado es conseguir
que la factorización incompleta sea más cercana a la factorización completa, para que la matriz
de precondicionamiento se asemeje lo más posible a la matriz del sistema inicial A, lo que
supone teóricamente, un mejor precondicionador, como reflejan los resultados obtenidos en los
experimentos numéricos. Efectos similares se pueden extender al precondicionador SSOR ya
que es otra aproximación de la factorización de A.

La reordenación no afecta al almacenamiento de la matriz, ya que el número de elementos
no nulos almacenados de forma compacta, se conserva aunque ocupen posiciones distinstas.

Otro objetivo es investigar si la reordenación reduce la cantidad de entradas en el precondi-
cionador SPAI y si su uso mejora la convergencia del método iterativo.

Sea P la matriz de permutación asociada a un algoritmo de reordenación. (P TAP )−1 =
P TA−1P , es decir, la inversa de la matriz reordenada es la reordenada de la matriz inversa.
Entonces al reordenar una matriz, su inversa aproximada debe tender a la inversa reordenada.

Si la tolerancia de la inversa aproximada está dada por ε, en el subespacio S ⊂Mn(R),

mı́n
M∈S

‖MA − I‖F = ‖NA− I‖F < ε (2)

mı́n
M ′∈P T SP

∥∥M ′P TAP − I
∥∥

F
= mı́n

M ′∈P T SP

∥∥PM ′P TA− I
∥∥

F
= mı́n

M∈S
‖MA− I‖ < ε (3)

Sea S ′ un subespacio de Mn(R) correspondiente al mismo número de entradas no nulas que S,
donde la inversa aproximada óptima es obtienida para dicho número de entradas no nulas. Cabe
destacar, también, que el número de entradas no nulas en S es el mismo que el de P TSP . En
este caso obtenemos,

∥∥N ′P TAP − I
∥∥

F
= mı́n

M ′∈S′

∥∥M ′P TAP − I
∥∥

F
≤ mı́n

M ′∈P T SP

∥∥M ′P TAP − I
∥∥

F
< ε (4)

Evidentemente, el número de entradas no nulas necesarias en S ′ será menor o igual que el
número de entradas no nulas en P TSP y en S. Concluimos que la reordenación reduce la
cantidad de entradas no nulas en la inversa aproximada para una tolerancia dada ε, o, al menos,
no lo aumenta.

Debido a los resultados dados en (4), los precondicionadores tipo inversa aproximada reor-
denados adquieren mejores propiedades desde el punto de vista de su utilización para mejorar
la convergencia de los métodos iterativos. La cercanía del número de condición de M ′P TAP a
1 se caracteriza por,

K2(M
′P TAP ) ≤

1 +
∥∥M ′P TAP − I

∥∥
2

1 − ‖M ′P TAP − I‖2

(5)

La desviación de la normalidad de (M ′P TAP ) está acotada por,

1

n

n∑

k=1

(|λk| − σk)
2 ≤ 2

n

∥∥M ′P TAP
∥∥2

F
(1 − σn) (6)
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siendo {λk}n
k=1 , {σk}n

k=1 los autovalores y valores singulares de P TAPM ′ (en secuencia de
módulos decreciente). Finalmente, la agrupación de los autovalores y valores singulares estará
dada por,

n∑

k=1

(1 − σk)
2 ≤

∥∥M ′P TAP − I
∥∥2

F
(7)

n∑

k=1

(1 − λk)
2 ≤

∥∥M ′P TAP − I
∥∥2

F
(8)

En los experimentos númericos, las técnicas que se han adaptado al esquema de almacena-
miento descrito, son el algoritmo de grado mínimo (MDG, Mínimum Degree) propuesto por
George y Liu [14], el algoritmo inverso de Cuthill-Mckee (RCM, Reverse Cuthill-Mckee) [13]
propuesto por George para mejorar el algoritmo de Cuthill-Mckee [8] y el algoritmo del mínimo
vecino (MN, Minimum Neighboring) [9], que es una variante del MDG.

2.1. Algoritmo de Grado Mínimo

Este algoritmo se usa para matrices con estructura sparse simétrica. Consiste en hacer una
renumeración de los nodos en orden creciente de sus grados respectivos (conexiones de dicho
nodo en el grafo asociado). Los nodos de mayor grado originarán en teoría, un mayor fill-in. La
idea es renumerarlos al final para evitar el incremento del fill-in durante el proceso.

ALGORITMO MDG
1 - Construir el grafo asociado a la matriz A, g(x) = 〈V,E〉, donde V es
el conjunto de nodos y E = {{a, b} : a 6= b / a, b ∈ V }.
2 - Mientras V 6= ∅:

2.1- Elegir un nodo v de grado mínimo en g(x) = 〈V,E〉 y reordenar
como nodo siguiente.
2.2 - Definir:

Vv = V − {v} ,
Ev = {{a, b} ∈ E / a, b ∈ Vv} ∪ {{a, b} a 6= b / a, b ∈ Adjg(v)}.
Siendo, Adjg(v) el conjunto de nodos conectados a v en el grafo
g(x).
y hacer
V = Vv, E = Ev y g(x) = 〈V,E〉.

3 - Fin

2.2. Algoritmo de Cuthill-McKee Inverso

El algoritmo de Cuthill-Mckee proporciona un método sencillo para reordenar una matriz
sparse con objeto de reducir el efecto fill-in) transformando la matriz en una matriz banda. La
ordenación resultante al invertir el algoritmo de Cuthill-Mckee resulta frecuentemente mejor
que el original, en términos de reducción de perfil, manteniendo la anchura de banda.
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ALGORITMO RCM
1 - Construir el grafo asociado a la matriz A, g(x) = 〈V,E〉, siendo V el
conjunto de nodos y E = {{a, b} : a 6= b / a, b ∈ V }.
2 - Determinar un nodo inicial (pseudo-periférico) y renumerarlo
como x1.
3 - Renumerar los nodos conectados a xi en orden ascendente de grado.
4 - Efectuar el ordenamiento inverso.
5 - Fin

2.3. Algoritmo del Mínimo Vecino

Este algoritmo [14] es una variante del algoritmo de grado mínimo que opera eliminando los
nodos seleccionados en la estructura del grafo asociado a la matriz y de forma que no se define
ni se inserta en el grafo ninguna nueva conexión. Se selecciona consecutivamente el nodo que
tiene el menor número de ”vecinos”. Es especialmente útil cuando se hace una factorización
incompleta con el mismo patrón de sparsidad que la matriz del sistema, por ejemplo cuando se
utilizan precondicionadores como el ILU(0) o el SSOR.

ALGORITMO MN
1 - Construir el grafo asociado a la matriz A, g(x) = 〈V,E〉, donde V es
el conjunto de nodos y E = {{a, b} : a 6= b / a, b ∈ V }.
2 - Mientras V 6= ∅:

2.1- Elegir un nodo v de grado mínimo en g(x) = 〈V,E〉 y reordenar
como nodo siguiente.
2.2 - Definir:

Vv = V − {v} , Ev = {{a, b} ∈ E / a, b ∈ Vv}.
y hacer
V = Vv, E = Ev y g(x) = 〈V,E〉.

3 - Fin

2.4. Algoritmo de George

La elección del nodo inicial en el segundo paso de los algoritmos anteriores se ha determi-
nado usando el algoritmo de George [14], que nos determina un nodo pseudo-periférico.

Si definimos la distancia d(x, y) entre dos nodos x e y en un grafo g(x) = 〈V,E〉, como la
longitud de la trayectoria más corta que une ambos nodos, y la excentricidad de un nodo x por
ε(x) = Max {d(x, y)/x, y ∈ V }, el algoritmo se escribe de la siguiente forma,

ALGORITMO DE GEORGE PARA LA BÚSQUEDA

DE NODOS PSEUDO-PERIFÉRICOS

1- Elegir un nodo arbitrario r de V .
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2 . Generar una estructura con niveles enraizada en r,
{
L0(r), L1(r), . . . , Lε(r)(r)

}
.

siendo Li(r) = {x/d(x, r) = i}.
3 - Elegir un nodo x de grado mínimo en Lε(r)(r).
4 . Generar una estructura con niveles enraizada en x,

{
L0(x), L1(x), . . . , Lε(x)(x)

}

5 - Si ε(x) > ε(r), establecer x→ r y volver al paso 3.
6 - Caso contrario tomamos x como nodo inicial.
7 - Fin

3. PRECONDICIONAMIENTO

La convergencia de los métodos basados en los subespacios de Krylov mejora con el uso
de las técnicas de precondicionamiento. Éstas consisten generalmente en cambiar el sistema
original Ax = b por otro de idéntica solución, de forma que el número de condicionamiento
de la matriz del nuevo sistema sea menor que el de A, o bien tenga una mejor distribución de
autovalores.

Generalmente, se considera una matriz de precondicionamiento M−1, siendo M una aproxi-
mación de A, esto es,

M−1Ax = M−1b

tal que, K (M−1A) < K (A). El menor valor corresponde a M = A, K (A−1A) = 1, que
es el caso ideal y el sistema convergería en una sola iteración, pero el coste computacional del
cálculo de A−1 equivaldría a resolver el sistema por un método directo. Se sugiere que M que
sea una matriz lo más próxima a A sin que su determinación suponga un coste elevado.

Por otro lado, la matriz M debe ser fácilmente invertible para poder efectuar los productos
M−1 por vector que aparecen en los algoritmos precondicionados sin excesivo coste adicional.

Dependiendo de la forma de plantear el producto de M−1 por la matriz del sistema obten-
dremos distintas formas de precondicionamiento. Éstas son,

M−1Ax = M−1b (Precondicionamiento por la izquierda)
AM−1Mx = b (Precondicionamiento por la derecha)
M−1

1 AM−1
2 M2x = M−1

1 b (Precondicionamiento por ambos lados)
(9)

si M puede ser factorizada como M = M1M2.
El campo de posibles precondicionadores es muy amplio. Algunos de los más usados son el

de Jacobi, SSOR, ILU, la Inversa Aproximada y el Diagonal Óptimo.

3.1. Precondicionador de Jacobi

Surge comparando la fórmula de recurrencia para la solución que resulta de aplicar el método
de Richardson, cuya relación de recurrencia viene dada por xi+1 = xi + α (b − Axi), con
α > 0, al sistema precondicionado con la fórmula correspondiente que se obtiene aplicando el
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método de Jacobi al sistema sin precondicionar. De la aplicación del método de Richardson al
sistema precondicionado M−1Ax = M−1b, se obtiene para el cálculo de los sucesivos valores
de la solución,

xi+1 = xi + α
(
M−1b − M−1Axi

)

Multiplicando por la matriz de precondicionamiento M, queda,

Mxi+1 = Mxi + α (b − Axi) (10)

Por otro lado, descomponiendo la matriz del sistema en A = D − E− F, (D matriz dia-
gonal formada por los elementos de la diagonal de A y E y F matrices triangulares inferior y
superior respectivamente), y utilizando el método de Jacobi para la resolución del sistema, se
obtiene,

xi+1 = D−1 (E + F)xi + D−1b

que multiplicando por D y operando resulta,

Dxi+1 = Dxi + (b − Axi) (11)

Comparando las expresiones de recurrencia finales de ambos métodos, se observa que el
método de Jacobi aplicado al sistema sin precondicionar, equivale al de Richardson, con α = 1,
menos robusto y más simple, cuando este se aplica al sistema precondicionado con la matriz
diagonal D = diag(A).

3.2. Precondicionador SSOR

Si aplicamos el método SSOR al sistema sin precondicionar, considerando la descomposi-
ción de la matriz A en A = D − E − F, como en el caso anterior, y siendo ω el parámetro de
relajación, se obtiene,

1

ω (2 − ω)
(D−ωE)D−1 (D−ωF)xi+1 =

1

ω (2 − ω)
(D−ωE)D−1 (D−ωF)xi + (b − Axi)

con lo que resulta como matriz de precondicionamiento,

M =
(
I−ωED−1

)( D−ωF

ω(2 − ω)

)
(12)

que en el caso de sistemas simétricos, podemos expresarla como,

M =

[
(D−ωE)D−1/2

√
ω (2 − ω)

][
(D−ωE)D−1/2

√
ω (2 − ω)

]T

(13)

3.3. Precondicionador ILU(0)

Resulta de la aproximación de A por una factorización incompleta LU, guardando las mis-
mas entradas nulas en las matrices triangulares L y U,

A = LU ≈ ILU(0) = M (14)
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donde mij son las entradas de M tal que,

mij = 0 if aij = 0 (15)

{A− LU}ij = 0 if aij 6= 0 (16)

Es decir que lo elementos nulos de la matriz del sistema siguen siendo nulos en las posicio-
nes respectivas de las matrices triangulares para no incrementar el coste computacional. Para
sistemas simétricos se define, de forma similar, la factorización incompleta de Cholesky ILLt.

3.4. Precondicionador Inversa Approximada

Recientemente, el uso de inversas aproximadas se ha convertido en una buena alternativa para
los precondicionadores implícitos debido a su naturaleza paralelizable; para más detalles ver,
[3, 17], y también un estudio comparativo completo en [4]. Aquí se construye una matriz inversa
aproximada usando el producto escalar de Frobenius. Aunque el estudio se ha desarrollado
precondicionando por la derecha, los resultados por la izquierda son directos.

Sea S ⊂ Mn, el subespacio de las matrices M donde se busca una inversa aproximada
explícita con un patrón de sparsidad desconocido. La formulación del problema es:
encontrar M0 ∈ S tal que

M0 = arg mı́n
M∈S

‖AM − I‖F (17)

Además, esta matriz inicial M0 pudiera ser posiblemente una aproximada inversa de A en un
sentido estricto, es decir,

‖AM0 − I‖F = ε < 1 (18)

Existen dos razones para esto. Primero, la ecuación (18) permite asegurar que M0 no es
singular (lema de Banach), y segundo, esta será la base para construir un algoritmo explícito
para mejorar M0 y resolver la ecuación (1).

Un trabajo reciente de Grote y otros [17] propone un algoritmo eficiente para obtener una
inversa aproximada tan cercana a una matriz no singular A como se requiera. Hemos seguido
dicha técnica pero variando el método de selección de las entradas en M0 y el algoritmo usado
para resolver el problema (17). La construcción de M0 se realiza en paralelo, independizando el
cálculo de cada columna. Aunque nuestro algoritmo nos permite comenzar desde cualquier en-
trada de la columna k, se acepta comúnmente el uso de la diagonal como primera aproximación.
Además, la expresión del precondicionador diagonal óptimo es bien conocida. La siguiente en-
trada a considerar se selecciona dentro del conjunto de entradas candidatas, el cual se define
siguiendo el criterio propuesto en [17]. Sea rk el residuo correspondiente a la columna k-ésima,

rk = Amk − ek (19)

y sea Ik el conjunto de índices de las entradas no nulas en rk, es decir, Ik = {i ∈ {1, 2, ..., n}
/ rik 6= 0}. Si Lk = {l ∈ {1, 2, ..., n} /mlk 6= 0}, entonces la nueva entrada se busca en el
conjuntoJk = {j ∈ Lc

k / aij 6= 0, ∀i ∈ Ik}. En realidad, las únicas entradas consideradas enmk

son aquellas que afectan las entradas no nulas de rk. En lo que sigue, asumimos que Lk ∪{j} =

8
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{
ik1, i

k
2, ..., i

k
pk

}
es no vacío, siendo pk el número actual de entradas no nulas de mk, y que

ikpk
= j, para todo j ∈ Jk. Para cada j, calculamos,

||Amk − ek||22 = 1 −
pk∑

l=1

[
det
(
Dk

l

)]2

det
(
Gk

l−1

)
det
(
Gk

l

) (20)

donde, para todo k, det
(
Gk

0

)
= 1 y Gk

l es la matriz de Gram de las columnas ik1, i
k
2, ..., i

k
l de la

matriz A con respecto al producto escalar euclídeo, Dk
l es la matriz que resulta de reemplazar

la última fila de la matriz Gk
l por ak ik

1

, ak ik
2

, ..., ak ik
l

, con 1 ≤ l ≤ pk. Se selecciona el índice
jk que minimiza el valor de ‖Amk − ek‖2. Esta estrategia (ver [27]) define el nuevo índice
seleccionado jk atendiendo solamente al conjunto Lk, lo que nos lleva a un nuevo óptimo donde
se actualizan todas las entradas correspondientes a los índices de Lk. Esto mejora el criterio
de [17] donde el nuevo índice se selecciona manteniendo las entradas correspondientes a los
índices de Lk. Así mk se busca en el conjunto Sk = {mk ∈ R

n/mik = 0; ∀i /∈ Lk ∪ {jk}},

mk =

pk∑

l=1

det
(
Dk

l

)

det
(
Gk

l−1

)
det
(
Gk

l

)m̃l (21)

donde m̃l es el vector con entradas no nulas ikh (1 ≤ h ≤ l). Cada una de ellas se obtiene
evaluando el determinante correspondiente que resulta de reemplazar la última fila de det

(
Gk

l

)

por et
h, con 1 ≤ l ≤ pk.

Evidentemente, los cálculos de ||Amk − ek||22 y mk pueden actualizarse añadiendo la con-
tribución de la última entrada j ∈ Jk a la suma previa de 1 a pk − 1. En la práctica, det

(
Gk

l

)
se

calcula usando la descomposición de Cholesky puesto queGk
l es una matriz simétrica y definida

positiva. Esto sólo involucra la factorización de la última fila y columna si aprovechamos la des-
composición de Gk

l−1. Por otra parte, det
(
Dk

l

)
/ det

(
Gk

l

)
es el valor de la última incógnita del

sistema Gk
l dl =

(
ak ik

1

, ak ik
2

, ..., ak ik
l

)t

necesitándose solamente una sustitución por descenso .

Finalmente, para obtener m̃l debe resolverse el sistemaGk
l vl = el, con m̃ik

h
l = vhl, (1 ≤ h ≤ l).

3.5. Precondicionador Diagonal Óptimo

En el caso particular en que S es el subespacio de las matrices diagonales de orden n, el
mejor precondicionador diagonal por la izquierda del sistema es,

M = diag

(
a11

‖eT
1 A‖2

2

,
a22

‖eT
2 A‖2

2

, . . . ,
ann

‖eT
nA‖2

2

)
(22)

‖MA − I‖2
F = n−

n∑

i=1

aii

‖eT
i A‖2

2

(23)

De forma similar se obtiene el precondicionador por la derecha.

9
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4. MÉTODOS DE KRYLOV

4.1. Método del Gradiente Conjugado (CG)

El método del Gradiente Conjugado está basado en una técnica de proyección ortogonal
sobre el subespacio de Krylov Kk (A; r0) donde r0 es el residuo inicial, y fundamentado en el
algoritmo D-Lanczos de la siguiente forma. Una aproximación xj+1 puede ser expresada,

xj+1 = xj + αjpj (24)

entonces, los vectores residuos deben satisfacer que,

rj+1 = rj − αjApj (25)

estos vectores residuos son ortogonales,
〈
rj − αjApj, rj

〉
= 0

por tanto,

αj =
〈rj, rj〉〈
Apj, rj

〉 (26)

como las siguientes direcciones pj+1 son una combinación lineal de rj+1 y pj , después de
reescalar los vectores p apropiadamente,

pj+1 = rj+1 + βjpj (27)

con lo cual, 〈
Apj, rj

〉
=
〈
Apj,pj − βj−1pj−1

〉
=
〈
Apj,pj

〉

ya que Apj es ortogonal a pj−1. Entonces, teniendo en cuenta (26) y (27) obtenemos que,

βj = −
〈
rj+1,Apj

〉
〈
pj,Apj

〉

y como de (25), podemos escribir,

Apj = − 1

αj
(rj+1 − rj) (28)

entonces,

βj = − 1

αj

〈rj+1, (rj+1 − rj)〉〈
Apj,pj

〉 =
〈rj+1, rj+1〉
〈rj, rj〉

ALGORITMO DEL GRADIENTE CONJUGADO PRECONDICIONADO (PCG)
Aproximación inicial x0. r0 = b − Ax0;
Resolver Mz0 = r0, p0 = z0;
Mientras ‖ rj ‖ / ‖ r0 ‖≥ ε (j = 0, 1, 2, 3, ...), hacer

αj =
〈rj, zj〉〈
Apj,pj

〉 ;

xj+1 = xj + αjpj;

10
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rj+1 = rj − αjApj;
Resolver Mzj+1= rj+1;

βj =
〈rj+1, zj+1〉
〈rj, zj〉

;

pj+1 = zj+1 + βjpj;
Fin

4.2. Método de Mínimo Residuo Generalizado (GMRES)

El algoritmo GMRES [33] es un método de proyección sobre K = Kk con L = AKk donde
Kk es un subespacio de Krylov de dimensión k, que minimiza la norma del residuo. Así, el
desarrollo del algoritmo consiste en encontrar un vector x de x0 + Kk tal que,

x = x0 + Vky

imponiendo la condición de mínimo para,

J(y) = ‖b − Ax‖ (29)

Como,
b − Ax = b − A (x0 + Vky) = r0−AVky

teniendo en cuenta la ecuación obtenida del algoritmo de Arnoldi

AVk = Vk+1Hk (30)

y llamando y v1 = r0/ ‖ r0 ‖, siendo β =‖ r0 ‖, entonces,

b − Ax = βv1 − Vk+1Hky

pero, v1 = Vk+1e1, con e1 ∈ <k+1, por tanto:

b − Ax = Vk+1

(
βe1 − Hky

)
(31)

y la ecuación (29) quedará,

J(y) =
∥∥Vk+1

(
βe1 − Hky

)∥∥

Como las columnas de la matriz Vk+1 son ortonormales por construcción, podemos simpli-
ficar la anterior expresión,

J(y) =
∥∥(βe1 − Hky

)∥∥ (32)

El algoritmo GMRES busca el único vector de x0 + Kk que minimiza la funcional J(y).

ALGORITMO GMRES
Aproximación inicial x0. r0 = b − Ax0;
Definir la (k + 1) × k matriz Hk = {H}1≤i≤k+1,1≤j≤k. Poner Hk = 0.
Desde j = 1, ..., k hacer

wj = Avj

Desde i = 1, ..., j hacer

11
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{H}ij = 〈wj,vi〉;
wj = wj − {H}ij vi;

Fin
{H}j+1,j =‖ wj ‖; Si {H}j+1,j = 0 poner k = j y parar

vj+1 =
1

{H}j+1,j

wj;

Fin
Hallar yk que minimiza

∥∥(βe1 − Hky
)∥∥;

Determinar xk = x0 + Vkyk siendo Vk = [v1,v2, ...,vk];
Calcular rk = b − Axk

El algoritmo GMRES resulta impracticable cuando k es muy grande por el elevado coste
computacional y de almacenamiento, por ello se suele usar la técnica de restart y truncamiento.

Una modificación del GMRES consiste en utilizar un método directo para la resolución del
problema de mínimos cuadrados que aparece en cada iteración [12] en lugar de la factorización
QR [33] o la basada en la transformación de Householder [38]. Considérese la proyección
ortogonal sobre el subespacio de soluciones mediante la multiplicación por la matriz Ht

k,

Ht
k Hk u = Ht

k βi−1e1 (33)

La forma de Hk sugiere descomponer el producto Ht
k Hk en una suma. En efecto, se advierte

fácilmente que Hk es una matriz (k + 1) × k con la siguiente estructura:

Hk =




dt
k

Uk

0




La primera fila está definida por un vector de dimensión k (dt
k) y el resto forma una matriz

cuadrada triangular superior Uk:

{dk}i = di = {H}1i i = 1, ..., k (34)

{Uk}ij = uij =

{ {H}i+1 j 1 ≤ i ≤ j ≤ k

0 en el resto
(35)

Teorema. Sean dk y Uk definidos por (34) y (35), y p̄k, pk, respectivamente, las soluciones
de los sistemas triangulares Ut

kp̄k = dk y Ukpk = p̄k. Si se define,

λi =
βi−1

1 + 〈dk, pk〉
; uk = λi pk

entonces uk minimiza la forma cuadrática J(u) = ‖βi−1e1 − Hk u‖2 sobre Rk.
Demostración: Obsérvese en primer lugar que 1 + 〈dk, pk〉 6= 0, ya que

〈dk, pk〉 =
〈
Ut

kUkpk, pk

〉
= ‖Ukpk‖2

2 ≥ 0

12
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y, por tanto, λi nunca puede degenerar.
Consideremos ahora el sistema lineal dado en (33). El (i, j)-ésimo elemento de Ht

k Hk es:

{
Ht

k Hk

}
ij

= didj +

k∑

m=1

umiumj (36)

En definitiva, se puede expresar,
(
dkd

t
k + Ut

kUk

)
u = Ht

k βi−1e1 (37)

Teniendo en cuenta que Ht
ke1 = dk, se obtiene la siguiente formulación:

(
dkd

t
k + Ut

kUk

)
u =βi−1dk (38)

Si pasamos al segundo miembro el producto externo y aplicamos la propiedad asociativa de la
multiplicación de matrices, se obtiene,

Ut
kUku = dk (βi−1 − 〈dk,u〉) (39)

Si definimos,
λi = βi−1 − 〈dk,u〉 (40)

u = λipk (41)

entonces se tiene que,
Ut

kUkpk= dk (42)

Esto supone resolver sólo dos sistemas triangulares, ya que Ut
k y Uk son matrices triangula-

res inferiores y superiores, respectivamente. Una vez resuelto este sistema, se necesita calcular
λi para obtener u en la ecuación (41). Sustituyendo (41) en (40) se llega a,

λi = βi−1 − 〈dk,u〉 = βi−1 − λi 〈dk,pk〉
y por tanto, se demuestra que

λi =
βi−1

1 + 〈dk, pk〉
(43)

El cálculo del nuevo residuo se basa en el siguiente resultado,

ri = Vk+1 (βi−1e1 − Hk u) (44)

donde se sabe que Vk+1 = [v1,v2, ...,vk+1] y es unitaria. Así, se puede escribir,

ri = Vk+1r̂i (45)

representando r̂i el siguiente vector de dimensión (k + 1),

r̂i = βi−1e1 − Hk u (46)

Además, es evidente que,
‖ri‖2 = ‖r̂i‖2 (47)

13
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A partir de la descomposición de Hk, la primera componente del vector (Hk u) de dimensión
(k + 1) es el producto escalar 〈dk,u〉, y el resto de las componentes vienen dadas por el vector
(Uku) de dimensión k. Por tanto, la primera componente de r̂i es λi, y las otras,

−Uku = −λiUkpk = −λip̄k (48)

siendo posible almacenar el vector p̄k después del primer remonte al resolver (42).
El algoritmo Variable GMRES es una variante del GMRES-Modificado. Además de la reso-

lución directa del problema de mínimos cuadrados [12] la idea básica es usar el full GMRES al
principio del algoritmo hasta que satisface una cierta subtolerancia δ que puede ser función de ε,
la tolerancia exigida a la solución, y se incrementa la dimensión del subespacio de Krylov k una
unidad en cada paso mientras la norma del vector residuo sea mayor o igual a δ y k sea menor
que la dimensión máxima permitida (por ejemplo, por exigencias de memoria) del subespacio
de Krylov ktop. A partir de este punto, con ese último valor de k, comienza el algoritmo como
si se tratase del estándar restarted GMRES hasta alcanzar la tolerancia ε dada [11].

ALGORITMO VGMRES
Aproximación inicial x0. r0 = b − Ax0;
Elegir kinit, ktop, δ ∈ [0, 1], k = kinit

Mientras ‖ r̂i−1 ‖ / ‖ r0 ‖≥ ε (i = 1, 2, 3, ...),
βi−1 = ‖ ri−1 ‖, vi = ri−1/βi−1;
Si ‖ ri−1 ‖ / ‖ r0 ‖≥ δ y k < ktop hacer k = k + 1;
Para j = 1, ..., k hacer

Resolver Mzj = vj;
w = Azj;
Para n = 1, ..., j hacer

{H}nj = wtvn;
w = w − {H}nj vn;

Fin
{H}j+1,j =‖ w ‖;
vj+1 = w/ {H}j+1,j:

Fin
Resolver Ut

kp̄ = dk y Ukp = p̄;

con
{dk}m = {H}1m

{Uk}lm = {H}l+1,m

l, m = 1, ..., k;

λi =
βi−1

1 + dt
k p

;

uk = λi p;
xi = xi−1 + Zkuk; siendo Zk = [z1, z2, ..., zk];

ri = Zk+1r̂i; con
{r̂i}1 = λi

{r̂i}l+1 = −λi {p̄}l

l = 1, ..., k;

Fin

14
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Este algoritmo, al igual que el FGMRES, permite cambiar el precondicionador en cada ite-
ración.

4.3. Método Bi-CGSTAB (Biconjugate Gradient Stabilized)

En el CGS [34], los vectores residuos verifican r̂j = φ2
j(A)r0. Van der Vorst en el Bi-

CGSTAB [36], propone obtener un vector residuo por aplicación sucesiva de dos polinomios
reductores distintos de la forma,

r
′

j = ψj(A)φj(A)r0 (49)

tal que las relaciones de recurrencia del algoritmo donde intervenga este polinomio ψj(A) no
deben ser excesivamente complicadas y los parámetros que figuren en su definición sean fácil-
mente optimizables. En este sentido sugiere para ψj(A) la expresión,

ψj+1(A) = (I − wjA)ψj(A) (50)

determinando wj, por la condición de mínimo para rj en la iteración j-ésima.
Las relaciones de recurrencia se derivan de forma similar que en el algoritmo CGS. Así,

ψj+1(A)φj+1(A) = (I− wjA)ψj(A)φj+1(A) = (I− wjA) [ψj(A)φj(A)−αjAψj(A)πj(A)]
(51)

Necesitamos una relación de recurrencia para la correspondiente dirección conjugada,

ψj(A)πj(A) = ψj(A) [φj(A)+βj−1πj−1(A)]

= ψj(A)φj(A)+βj−1(I − wj−1A)ψj−1(A)πj−1(A)

Definimos,
rj = ψj(A)φj(A)r0,

pj = ψj(A)πj(A)r0

Teniendo en cuenta las anteriores relaciones, podemos encontrar las correspondientes fórmu-
las de recurrencia en función de los escalares αj y βj ,

rj+1 = (I − wjA)
(
rj−αjApj

)
(52)

pj+1 = rj+1 + βj(I − wjA)pj (53)

Para obtener el algoritmo, se toma como referencia al igual que en el CGS el algoritmo
BiCG, efectuando las transformaciones necesarias para que las relaciones de recurrencia de la
solución sean función del nuevo vector residuo.

Recordando que en el algoritmo BiCG, βj = ρj+1/ρj con,

ρj =
〈
φj(A)r0, φj(A

T )r∗0
〉

=
〈
φ2

j(A)r0, r
∗
0

〉

Pero como ρj no lo hallamos porque ninguno de los vectores φj(A)r0, φj(A
T )r∗0 ó φ2

j(A)r0

están disponibles, lo podemos relacionar con el escalar,

ρ̃j =
〈
φj(A)r0, ψj(A

T )r∗0
〉
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que podemos obtener como,

ρ̃j = 〈ψj(A)φj(A)r0, r
∗
0〉 = 〈rj, r

∗
0〉

Desarrollando φj(A
T )r∗0 explícitamente para relacionar los escalares, ρj y ρ̃j , incorporando

la ortogonalidad de φj(A)r0 respecto de todos los vectores (AT )i
r∗0, con i < j y teniendo en

cuenta que sólo los coeficientes principales de los polinomios son relevantes en el desarrollo
del anterior producto,

ρ̃j =
〈
φj(A)r0, η

j
1(A

T )j
r∗0 + ηj

2(A
T )j−1

r∗0 + ...
〉

Si γj
1 es el principal coeficiente para el polinomio φj(A), entonces,

ρ̃j =

〈
φj(A)r0,

ηj
1

γj
1

φj(A
T )r∗0

〉
=
ηj

1

γj
1

ρj

Examinando las relaciones de recurrencia para φj+1(A) y ψj+1(A), los coeficientes princi-
pales para estos polinomios fueron hallados para satisfacer las relaciones,

ηj+1
1 = −wjη

j
1, γj+1

1 = −αjγ
j
1

Por tanto,
ρ̃j+1

ρ̃j

=
wj

αj

ρj+1

ρj

que nos permite encontrar la siguiente relación para βj ,

βj =
ρ̃j+1

ρ̃j

αj

wj

De forma similar, y por una simple fórmula de recurrencia podemos encontrar αj como,

αj =

〈
φj(A)r0, φj(A

T )r∗0
〉

〈Aπj(A)r0, πj(AT )r∗0〉
De la misma manera que anteriormente, en los productos de polinomios, tanto en el numera-

dor como en el denominador, sólo se consideran los términos correpondientes a sus respectivos
coeficientes principales y como éstos para φj(A

T )r∗0 y πj(A
T )r∗0 son idénticos, se tiene,

αj =

〈
φj(A)r0, φj(A

T )r∗0
〉

〈Aπj(A)r0, φj(AT )r∗0〉
=

〈
φj(A)r0, ψj(A

T )r∗0
〉

〈Aπj(A)r0, ψj(AT )r∗0〉
=

〈ψj(A)φj(A)r0, r
∗
0〉

〈Aψj(A)πj(A)r0, r
∗
0〉

Y como pj = ψj(A)πj(A)r0, entonces,

αj =
ρ̃j〈

Apj, r
∗
0

〉 (54)

A partir de la ecuación (52), si hacemos,

sj = rj − αjApj (55)
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el valor óptimo para el parámetro wj que interviene en la construcción del polinomio reduc-
tor ψj(A) y que figura en las relaciones de recurrencia del algoritmo lo obtendremos con la
condición de minimizar la norma del vector residuo,

rj+1 = sj − wjAsj

‖rj+1‖2 = 〈sj − wjAsj, sj − wjAsj〉 = 〈sj, sj〉 − 2wj 〈sj,Asj〉 + w2
j 〈Asj,Asj〉

∂ ‖rj+1‖2

∂wj
= −2 〈sj,Asj〉 + 2wj 〈Asj,Asj〉 = 0

con lo que,

wj =

〈
Asj, sj

〉
〈
Asj,Asj

〉 (56)

La ecuación (52) ahora nos quedará,

rj+1 = sj − wjAsj = rj − αjApj − wjAsj (57)

y la relación de recurrencia para el vector solución viene dada por,

xj+1 = xj + αjpj + wjsj (58)

Una vez expresados todos los vectores en función del nuevo residuo y determinadas sus rela-
ciones de recurrencia, así como los escalares que intervienen en las mismas, se puede escribir el
algoritmo, en el que figuran dos productos matriz por vector y cuatro productos internos, mien-
tras que el CGS exige los mismos productos matriz por vector y sólo dos productos internos. Sin
embargo, en la mayoría de los casos la convergencia del Bi-CGSTAB es más rápida y uniforme
e incluso necesita menor carga computacional para alcanzar una determinada tolerancia, pues
la reducción del número de iteraciones compensa su mayor coste.

Para cada forma de precondicionamiento [28], el valor del parámetro ω̃ resulta:

ω̃ =
(As)T

s

(As)T
As

precondicionamiento por la derecha

ω̃ =
(M−1As)T (M−1s)

(M−1As)T (M−1As)
precondicionamiento por la izquierda

ω̃ =
(L−1As)T (L−1s)

(L−1As)T (L−1As)
precondicionamiento por ambos lados





(59)

De este modo, el cálculo de ω̃ incluye un proceso de sustitución por iteración para el precon-
dicionamiento por la izquierda y dos para el precondicionamiento por ambos lados. No obstante,
si obtenemos ω̃ a partir de la minimización del residuo del sistema original sin precondicionar,
todos los valores dados en la ecuación (59) coinciden con el del precondicionamiento por la
derecha. En este caso se obtiene también un único algoritmo,

ALGORITMO BICGSTAB PRECONDICIONADO

Aproximación inicial x0. r0 = b − Ax0;
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Elegir r∗0 arbitrario tal 〈r0, r
∗
0〉 6= 0;

Resolver Mz0= r0;
p0 = z0;
Mientras ‖ rj−1 ‖ / ‖ r0 ‖≥ ε (j = 1, 2, 3, ...), hacer

Resolver Mzj= rj;
yj = Apj;
Resolver Mvj= yj;

αj =
〈zj, r

∗
0〉

〈vj, r∗0〉
;

sj = rj − αjyj;
uj = Asj;
Resolver Mtj = uj;

ω̃j =

〈
tj, sj

〉
〈
tj, tj

〉 ;

xj+1 = xj + αjpj + ω̃juj;
zj+1 = sj − ω̃jtj;

βj =
〈zj+1, r

∗
0〉

〈zj, r∗0〉
× αj

ω̃j
;

pj+1 = zj+1 + βj (pj − ω̃jvj);
Fin

Cualquier otra elección del residuo inicial conducirá a una nueva forma de precondiciona-
miento (ver [35]).

4.4. Método QMRCGSTAB

Desarrollado por Chan y otros [6] está basado en la aplicación del principio de minimización
usado en el algoritmo Bi-CGSTAB al método QMR. Sea,

Yk = [y1,y2, . . .yk] ,

Wk+1 = [w0,w1, . . .wk]

tal que, {
y2l−1 = pl para l = 1, . . . , [(k + 1)/2]

y2l = sl para l = 1, . . . , [k/2]

y, {
w2l−1 = sl para l = 1, . . . , [(k + 1)/2]

w2l = rl para l = 0, 1, . . . , [k/2]

donde [k/2] y [(k + 1)/2] son la parte entera de k/2 y (k + 1)/2 respectivamente.
Definiendo,

[δ1, δ2, . . . δk] /

{
δ2l = ωl para l = 1, . . . , [(k + 1)/2]
δ2l−1 = αl para l = 1, . . . , [(k + 1)/2]
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Entonces, para cada columna de Wk+1 y Yk las expresiones (55) y (57) resultan,

Aym = (wm−1 − wm) δ−1
m , m = 1, . . . , k (60)

o usando notación matricial,
AYk= Wk+1Ek+1

donde Ek+1 es una matriz bidiagonal (k + 1)×k con elementos diagonales δ−1
m y en la diagonal

inferior −δ−1
m .

Esto puede ser facilmente comprobado hasta que el grado de los polinomios correspondientes
a los vectores rj, sj y pj sean 2j, 2j−1, y 2j−2 respectivamente. Entonces, Yk y Wk generarán
el mismo subespacio de Krylov generado por r0 pero de grado k − 1.

La idea principal del QMRCGSTAB es encontrar una aproximación a la solución del sistema
(1) usando el subespacio de Krylov Kk−1 en la forma,

xk = x0 + Ykg con g ∈ <n

la expresión para el vector residuo queda,

rk = r0 − AYkg = r0 − Wk+1Ek+1g

Teniendo en cuenta el hecho de que el primer vector de Wk+1 es justamente r0, entonces,

rk = Wk+1 (e1 − Ek+1g)

Como las columnas de Wk+1 no están normalizadas, se usará una matriz de escala Σk+1 =
diag (σ1, . . . , σk+1) con σj = ‖wj‖ para hacer unitarias las columnas de Wk+1. Entonces,

rk = Wk+1Σ
−1
k+1Σk+1 (e1 − Ek+1g) = Wk+1Σ

−1
k+1 (σ1e1 − Hk+1g)

con Hk+1 = Σk+1Ek+1.
La aproximación QMR consiste en la minimización de ‖σ1e1 − Hk+1g‖ para obtener el ópti-

mo gk ∈ <k, donde este problema de mínimos cuadrados es resuelto usando la descomposición
QR de la matriz Hk+1 de forma incremental utilizando las rotaciones de Givens y como Hk+1

es bidiagonal inferior, solamente es necesaria la rotación en los pasos previos.

ALGORITMO QMRCGSTAB PRECONDICIONADO

Aproximación inicial x0. r0 = b − Ax0;
Resolver Mz0 = r0;
Elegir r̃0 tal que 〈z0, r̃0〉 6= 0
p0 = v0 = d0 = 0;
ρ0 = α0 = ω̃0 = 1, τ0 = ‖z0‖, θ0 = 0, η0 = 0;
Mientras

√
j + 1 |τ̃ | / ‖r0‖ ≥ ε(j = 1, 2, ...), hacer:

ρj = 〈zj−1 ,̃r0〉, βj = (ρj/ρj−1)(αj−1/ω̃j−1);
pj = zj−1 + βj(pj−1 − ω̃j−1vj−1);
yj = Apj;
Resolver Mvj = yj;
αj = ρj/ 〈vj, r̃0〉;
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sj = zj−1 − αjvj;
Primera cuasi-minimización

θ̃j = ‖sj‖ /τ , c =
1√

1 + θ̃2
j

; τ̃ = τ θ̃jc;

η̃j = c2jαj;

d̃j = pj +
θ2

j−1ηj−1

αj
dj−1;

x̃j = xj−1 + η̃jd̃j;
uj = Asj;
Resolver Mtj = uj;

ω̃j =
〈sj, tj〉
〈tj, tj〉

;

zj = sj − ω̃jtj;
Segunda cuasi-minimización

θj = ‖zj‖ /τ̃ , c =
1√

1 + θ2
j

; τ = τ̃ θjc;

ηj = c2ω̃j;

dj = sj +
θ̃2

j η̃j

ω̃j

d̃j;

xj = x̃j + ηjdj;
Fin

4.5. Método LSQR (Least-Square QR)

La resolución del sistema de ecuaciones (1), donde la matriz A es no simétrica, es equivalen-
te a resolver el sistema ATAx = ATb, donde ATA es simétrica definida positiva. La ecuación
ATAx = ATb recibe el nombre de Ecuación Normal.

Al igual que el CG, los métodos desarrollados a partir de la Ecuación Normal cumplen
las dos condiciones fundamentales de minimización de la norma residual y optimización del
coste computacional, sin embargo presentan el inconveniente de que el condicionamiento del
nuevo sistema es el cuadrado del inicial (K2

(
ATA

)
=K2 (A)2), lo cual, para sistemas mal

condicionados puede resultar desastroso y además en cada iteración aparecen dos productos
matriz por vector correspondientes a las matrices A y AT aumentando el coste computacional.

El método LSQR, propuesto por Paige y Saunders [32], intenta corregir el posible empeora-
miento del número de condición de los sistemas al aplicar el método de Ecuación Normal. La
idea básica del LSQR es hallar la solución del sistema simétrico,

(
I A

AT −λ2I

)(
r

x

)
=

(
b

0

)
(61)
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minimizando, ∥∥∥∥
(

A

λI

)
x−
(

b

0

)∥∥∥∥
2

(62)

donde λ es un número real arbitrario. De la aplicación del proceso de Lanczos a este sistema
simétrico resultan dos formas de bidiagonalización propuestas por Golub y Kahan [15].

Forma bidiagonal inferior
Si comenzamos tomando r0 = β1u1, α1v1 = AT u1

βj+1uj+1 = Avj − αjuj

αj+1vj+1 = ATuj+1 − βj+1vj

}
j = 1, 2, ... (63)

los escalares αj ≥ 0 y βj ≥ 0 son elegidos tal que ‖uj‖ = ‖vj‖ = 1 y,

Bk =




α1

β2 α2

β3 α3

· · · · · ·
βk αk

βk+1




Las relaciones de recurrencia dadas en (63) pueden reescribirse,

r0 = Uk+1 (β1e1) , (64)

AVk = Uk+1Bk , (65)

ATUk+1 = VkB
T
k + αk+1vk+1e

T
k+1 (66)

teniendo en cuenta que en aritmética exacta se verifica que UT
k+1Uk+1 = I y VT

k Vk = I.
Forma bidiagonal superior
En este caso se comienza a partir de AT r0 = θ1v1, ρ1p1 = Av1

θj+1vj+1 = ATvj − ρjvj

ρj+1pj+1 = Avj+1 − θj+1pj

}
j = 1, 2, ... (67)

Los escalares ρj ≥ 0 y θj ≥ 0 son elegidos tal que ‖pj‖ = ‖vj‖ = 1 y,

Rk =




ρ1 θ2
ρ2 θ3

· · · · · ·
ρk−1 θk

ρk




Las relaciones dadas en (67) pueden reescribirse,

AT r0 = Vk (θ1e1) , (68)

AVk = PkRk , (69)

ATPk = VkR
T
k + θk+1vk+1e

T
k (70)
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y también en aritmética exacta se verifica que PT
k Pk = I y VT

k Vk = I.
Otra forma de resolver el problema de Ecuación Normal se puede derivar de forma análoga.

Definiendo s = −Ax, podemos escribir la ecuación (61) como,
(

I A

AT −λ2I

)(
s

x

)
=

(
0

−AT b

)
(71)

Aplicando de nuevo el algoritmo de Lanczos, después de 2k pasos se habrá transformado en,
(

I Rk

RT
k −λ2I

)(
qk

yk

)
=

(
0

−θ1e1

)
, (72)

(
sk

xk

)
=

(
Pk 0

0 Vk

)(
qk

yk

)
(73)

donde Rk es una matriz bidiagonal superior k × k e yk satisface,
(
RT

k Rk + λ2I
)
yk = θ1e1 (74)

Se puede ver que las matrices generadas en ambos procesos de bidiagonalización, Bk, Uk+1,
Rk, Pk y Vk son independientes de λ, por tanto, son generadas igualmente cuando λ = 0.

Las matrices, los vectores y parámetros generados en la primera bidiagonalización son usa-
dos para resolver el problema de Ecuación Normal,

mı́n ‖b − Ax‖
Los vectores,

xk = Vkyk (75)

rk = b − Axk (76)

tk+1 = β1e1 − Bkyk (77)

dependen de yk, y se tiene que,
rk = Uk+1tk+1 (78)

Debemos minimizar ‖rk‖ y como teóricamente las columnas de la matriz Uk+1 son ortonor-
madas, la elección de yk debe ser tal que minimice ‖tk+1‖. Es decir, el problema a resolver es,

mı́n ‖β1e1 − Bkyk‖ (79)

La factorización QR de Bk es la misma de los procesos de bidiagonalización y toma la forma,

Qk

(
Bk β1e1

)
=

(
Rk fk

φk+1

)
≡




ρ1 θ2
ρ2 θ3

· · · · · ·
ρk−1 θk

ρk

φ1

φ2

· · ·
φk−1

φk

φk+1




donde Qk ≡ Qk,k+1 . . .Q2,3Q1,2 es un producto de rotación de planos y los vectores yk y tk+1
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pueden ser obtenidos de la forma,
Rkyk = fk (80)

tk+1 = QT
k

(
0

φk+1

)
(81)

Como
(

Rk fk
)

es la misma matriz que
(

Rk−1 fk−1

)
pero con una nueva fila y columna

añadidas, se pueden combinar adecuadamente las ecuaciones (75) y (80) para obtener,

xk = VkR
−1
k fk = Dkfk (82)

donde las columnas de Dk =
(

d1 d2 · · · dk

)
se obtienen sucesivamente de la resolución

del sistema RT
k Dk = VT

k . Con d0 = x0 = 0, se obtienen,

dk =
1

ρk

(vk − θkdk−1) , (83)

xk = xk−1 + φkdk (84)

La factorización QR anterior es deteminada para construir el k-ésimo plano de rotación
Qk,k+1 que opera en las filas k y k + 1 de

(
Bk β1e1

)
para eliminar βk+1. Las relaciones de

recurrencia pueden expresarse,
(
ck sk

sk −ck

)(
ρk 0 φk

βk+1 αk+1 0

)
=

(
ρk θk+1 φk

0 ρk+1 φk+1

)
(85)

donde ρ1 = α1, φ1 = β1 y los escalares ck y sk son elementos no triviales de Qk,k+1. Los esca-
lares ρk y φk se van reemplazando secuencialmente por ρk y φk. Por otro lado, en la ecuación
(83) se puede usar el vector wk = ρkdk en lugar de dk.

Para la estimación de ‖rk‖, se tiene en cuenta las expresiones (78) y (81),

rk = φk+1Q
T
k Uk+1ek+1 (86)

y, asumiendo que UT
k+1Uk+1 = I , se obtiene,

‖rk‖ = φk+1 = β1sksk−1 · · · s1 (87)

ALGORITMO LSQR PRECONDICIONADO

Aproximación inicial x0. r0 = b − Ax0;
Resolver Mz0 = r0;
β1 = ‖z0‖, u1 = z0/β1;
Resolver MT s1 = u1;
α1 =

∥∥AT s1

∥∥, v1 = AT s1/α1, w1 = v1;
φ1 = β1, ρ1 = α1;
Mientras φj/ ‖ r0 ‖≥ ε ( j = 1, ...), hacer

pj = Avj;
Resolver Mqj = pj;
βj+1 = ‖qj − αjuj‖;
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uj+1 =
qj − αjuj

βj+1
;

Resolver Msj+1 = uj+1;
αj+1 =

∥∥AT sj+1 − βj+1vj

∥∥;

vj+1 =
ATsj+1 − βj+1vj

αj+1
;

ρj =
(
ρ2

j + β2
j+1

) 1

2 ;

cj =
ρj

ρj

;

sj =
βj+1

ρj

;

θj+1 = sjαj+1;
ρj+1 = −cjαj+1;
φj = cjφj;
φj+1 = sjφj;

xj = xj−1 +

(
φj

ρj

)
wj;

wj+1 = vj+1 −
(
θj+1

ρj

)
wj;

Fin

5. EXPERIMENTOS NUMÉRICOS

En esta sección consideramos algunos problemas obtenidos de aplicaciones científicas e
industriales. Mostraremos la efectividad tanto de los precondicionadores sparse con tres de
los métodos iterativos expuestos anteriormente. Todos los cálculos númericos se realizaron
en FORTRAN con doble precisión. Se tomó siempre como aproximación inicial x0 = 0,
r̃0 = r0 = b, y como criterio de parada ‖b−Axi‖2

‖b‖
2

< 10−9. A continuación mostramos una
breve descripción de los problemas.

En problema LightTruck proviene de una simulación numérica de un filtro de carbón activo
en 3D. El fenómeno físico dominante en estos dispositivos es el transporte de hidrocarburos.
Huerta y otros [19], han desarrollado un modelo de convección-difusión-reacción del tipo,

∂u

∂t
+ v · ∇u− ν∆u+ σ (u) u = f (u)

donde u es la concentración de hidrocarburos en el aire, v representa el campo de velocidades
del aire, calculado previamente resolviendo un problema de flujo potencial y ν es el coeficien-
te de difusión. El término de reacción σ (u) u y el término fuente f (u) son fuertemente no
lineales.

Se han considerado tres sistemas de ecuaciones correspondientes a la discretización por ele-
mentos finitos para tres pasos de tiempo diferentes (4030, 10044 y 16802) del proceso evolutivo,
si bien sólo se presentan resultados para el último, al ser prácticamente los mismos en los tres
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casos. La matriz de coeficientes de orden n = 17914, es simétrica y la misma para los tres sis-
temas, cambiando únicamente el segundo miembro en cada caso. Las figuras 1 y 2 muestran la
comparativa de tiempos e iteraciones, respectivamente, del CG con varios precondicionadores,
donde se observa que este caso el SSOR es la mejor elección. En la figura 3 se comprueba que
el coste computacional del CG es muy inferior al de cualquier otro método correspondiente a
sistemas no simétricos.

El ejemplo (convdifhor) es un problema de convección difusión definido en [0, 1]× [0, 1] por,

v1
∂u

∂x
−K

(
∂2u

∂x2
+
∂2u

∂y2

)
= F

donde v1 = 104
(
y − 1

2

)
(x− x2)

(
1
2
− x
)
, K = 10−5 − 102, y F = 103 − 1.

La matriz corresponde a una malla no estructurada de elementos finitos con n = 441 y
nz = 2927, n = 1960 y nz = 13412, y n = 13190 y nz = 91227, respectivamente.

La convergencia del BiCGSTAB mejora cuando se usa el precondicionador sparse para conv-
difhor. El número de iteraciones disminuye claramente con εk. Sin embargo, para obtener una
inversa aproximada de A, las entradas por colmunas deben aumentarse a 200. La figura 5 se
muestra que las inversas aproximadas tipo sparse pueden mejorar el comportamiento de al-
gunos precondicionadores clásicos como el ILU(0) y ser competitivas cuando se realizan los
cálculos en paralelos. En las figuras 4a-4b se muestran los gráficos de la estructura sparse de A
y M , respectivamente, para este problema. Podemos observar que los patrones de sparsidad de
A y A−1 son totalmente diferentes y no podemos, por tanto, definir la estructura de M igual a
la de A, ni en general a la de una matriz fija.

En la figura 6 se compara la convergencia de BiCGSTAB-SPAI(0.2) para las diferentes reor-
denaciones en el caso de n = 1960. Claramente, las reordenaciones producidas por los algorit-
mos de Grado Mínimo y Cuthill-Mckee Inverso tiene un efecto beneficioso en la velocidad de
convergencia del algoritmo BiCGSTAB-SPAI. La reducción del número de entradas en la SPAI
es del 40-50 % para los casos de reordenación con Grado Mínimo y Cuthill-Mckee Inverso. El
algoritmo de Mínimo Vecino no afecta a nz. Además, el número de iteraciones del BiCGSTAB
se redujo mediante las renumericaciones del 60-70 %. Como estamos interesados en el efecto
de la reordenación de A en las características de los precondicionadores SPAI, en las figuras
7a-7b se muestra la estructura sparse de la matriz M con εk = 0,3 para ordenación Original,
Grado Mínimo, Cuthill-Mckee Inverso y Mínimo Vecino, respectivamente. La estructuras co-
rrespondientes representan matrices llenas, como cabía esperar. Sin embargo, se advierte cierto
paralelismo con la estructura de A para las diferentes reordenaciones. La reducción del ancho
de banda y del perfil llevada a cabo por el algoritmo de Cuthill-Mckee Inverso en la matriz A
se conserva de alguna manera en la matriz M , incluso cuando existe una tendencia a explotar
algunas entradas fuera del perfil. Los patrones de las matrices SPAI correspondientes a Grado
Mínimo y Mínimo Vecino también conservan en parte las estructuras de la matrizA reordenada,
respectivamente, aún cuando nuestro algoritmo SPAI no tiene por qué producir matrices M con
estructura simétrica.
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(a) Estructura sparse de la matriz A (b) Estructura sparse de la inversa aproxi-
mada con εk = 0,5 y máx nz(m0k) = 50

(c) Estructura sparse de la inversa aproxi-
mada con εk = 0,5 y máx nz(m0k) = 50

(d) Estructura sparse de la inversa aproxi-
mada con εk = 0,05 y máx nz(m0k) =
200

Figura 4. Patrón de sparsidad de A e inversas aproximadas para convdifhor, n = 441.
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Figura 6. Comparación del comportamiento de BiCGSTAB-SPAI con reordenación para convdifhor, n = 1960.

La figura 8 muestra la convergencia de los diferentes métodos de Krylov con ILU(0) para
el caso n = 13190. Se observa una convergencia rápida pero irregular en el BiCGSTAB. En
cambio, el QMRCGSTAB elimina estas irregularidades aunque con un ligero aumento del coste.
En este caso, el ILU(0) se muestra más eficiente que el resto de precondicionadores para el
QMRCGSTAB, como se observa en la figura 9. Finalmente, la reordenación reduce el coste a
menos del 50 % para obtener convergencia con QMRCGSTAB-ILU(0).

6. CONCLUSIONES

Los métodos basados en subespacios de Krylov ofrecen un amplio abanico de posibilidades
para la resolución de sistemas de ecuaciones lineales. Si bien en el caso simétrico la elección
está clara (CG), en el caso no simétrico ésta depende de varios factores: proceso evolutivo,
capacidad de memoria disponible, posibilidad de grandes oscilaciones en la convergencia, ...
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(a) Ordenación Original (b) Grado Mínimo

(c) Cuthill-Mckee Inverso (d) Mínimo Vecino

Figura 7. Patrón de sparsidad de la matriz SPAI(0.3) con diferentes reordenaciones para convdifhor, n = 1960.
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El algoritmo propuesto para calcular un precondicionador sparse M0 de una matriz sparse
no simétrica A, se puede construir en paralelo ya que las columnas (o filas) de M0 se obtie-
nen independientemente unas de otras. El patrón de sparsidad de estos precondicionadores se
construye dinámicamente partiendo del diagonal aumentando el número de entradas no nulas.
Evidentemente, este precondicionador puede ser competitivo, si se trabaja en paralelo, con los
tradicionales precondicionadores implícitos. Esto dependerá en gran medida del problema y
de la arquitectura del ordenador. No obstante, se ha demostrado de forma teórica y práctica la
eficacia de este precondicionador en la mejora la convergencia de los métodos iterativos.

Hemos probado experimentalmente que las técnicas de reordenación tienen efectos benefi-
ciosos sobre los precondicionadores para la convergencia de los métodos de Krylov, y en con-
creto, en la ejecución de inversas aproximadas sparse. La reducción del número de entradas no
nulas debido a la reordenación permite obtener inversas aproximadas sparse con una exactitud
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Figura 10. Efecto de la reordenación en el QMRCGSTAB precondicionado con ILU (Tiempos)

similar a las obtenidas sin reordenación, pero con menores requerimientos de almacenamiento
y coste computacional. Además, la reordenación produce precondicionadores con mejores cua-
lidades puesto que generalmente se reduce el número de pasos para alcanzar la convergencia.

Sería interesante estudiar el efecto de otras técnicas de reordenación que tengan en cuenta
las entradas numéricas de A (ver [23], [26]). Aún cuando estas técnicas son caras, en el caso
en que haya que resolver muchos sistemas de ecuaciones lineales con la misma matriz, dichas
técnicas pueden ser competitivas en máquinas en paralelo.
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